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摘 要:针对医疗问答系统在处理复杂问题时面临上下文语义理解的局限,提出一种基于BERT-BiGRU的模

型。通过预训练语言模型BERT和双向门控循环单元BiGRU建立医疗问答系统,其中BERT提取文本语义特征,
BiGRU学习文本的顺序依赖信息,进而全面表示文本语义结构信息。在CBLUE医疗问答数据集上与基准方法相

比,该模型在意图识别任务上的精确率提高到79.22%,召回率提高到81.23%,F1值(精确率和召回率的调和平均

值)提高到79.82%。研究表明,结合BERT和BiGRU的模型可以更好地理解医疗问句的语义和结构信息,显著地

提升了医疗问答系统的性能。
关键词:BERT;BiGRU;知识图谱;意图识别;医疗问答系统
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Abstract:
 

This
 

paper
 

proposes
 

a
 

model
 

based
 

on
 

BERT-BiGRU
 

to
 

address
 

the
 

limitations
 

of
 

contextual
 

semantic
 

understanding
 

in
 

medical
 

question
 

answering
 

(Q&A)
 

systems
 

when
 

dealing
 

with
 

complex
 

problems.
 

A
 

pre-trained
 

language
 

model
 

BERT
 

and
 

a
 

Bidirectional
 

Gated
 

Recurrent
 

Unit
 

(BiGRU)are
 

used
 

to
 

establish
 

a
 

medical
 

Q&A
 

system,
 

where
 

BERT
 

extracts
 

semantic
 

features
 

of
 

the
 

text,
 

while
 

BiGRU
 

learns
 

the
 

order
 

dependency
 

information
 

of
 

the
 

text,
 

thereby
 

comprehensively
 

representing
 

the
 

semantic
 

structure
 

information
 

of
 

the
 

text.
 

Compared
 

with
 

the
 

benchmark
 

method
 

on
 

the
 

CBLUE
 

medical
 

Q&A
 

dataset,
 

the
 

proposed
 

model
 

achieves
 

an
 

accuracy
 

improvement
 

of
 

79.22% ,
 

a
 

recall
 

improvement
 

of
 

81.23% ,
 

and
 

an
 

F1
 

value
 

(harmonic
 

mean
 

of
 

accuracy
 

and
 

recall)
 

improvement
 

of
 

79.82%
 

in
 

intention
 

recognition
 

tasks.
 

Research
 

has
 

shown
 

that
 

combining
 

BERT
 

and
 

BiGRU
 

models
 

can
 

better
 

understand
 

the
 

semantic
 

and
 

structural
 

information
 

of
 

medical
 

questions,
 

significantly
 

improving
 

the
 

performance
 

of
 

medical
 

Q&A
 

systems.
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0 引言(Introduction)
智慧医疗已成为缓解医疗资源短缺的重要手段,智慧医疗

通过人工智能[1]、大数据[2]、云计算等技术手段对医疗信息进

行深度挖掘和分析,可以提高医疗服务的效率和质量,并缓解

医疗资源短缺的问题。知识图谱作为智慧医疗的核心技术之

一,能够将不同来源、不同结构、散乱复杂的医疗数据联合起

来[3],构建一个结构化和标准化的医疗知识网络。
与前人研究不同,本研究构建了基于BERT和BiGRU的

智慧医疗问答系统。该系统充分利用BERT学习语义特征,利
用BiGRU学习序列特征的优势,可以更准确地表示文本语义
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和结构信息。在语义和序列特征表达的基础上,本研究构建了

医疗领域知识图谱,通过知识图谱支持问答系统的知识查询和

推理,从而增强问答的覆盖面和准确性。

1 基于BERT-BiGRU模型的智慧医疗问答系
统(Intelligent

 

medical
 

Q&A
 

system
 

based
 

on
 

BERT-BiGRU
 

model)  

1.1 智慧医疗问答系统的构建与实现
本文构建的智慧医疗问答系统包括以下4个模块:人机交

互模块、问句语法分析模块、医疗意图识别模块和知识图谱检

索模块。用户通过交互界面输入文本,输入的文本会经过自然

语言处理的处理流程,包括问句语法分析模块和医疗意图识别

模块。在这个流程中,系统能够自动识别问句中的实体信息和

意图信息,从而准确地理解用户的需求[4]。随后,这些信息被

整合转化为知识图谱的识别语句,并输入知识图谱中进行查

询,最终输出结果。图1展示了基于BERT-BiGRU模型的智

慧医疗问答系统的组成部分[5]。

图1 基于BERT-BiGRU模型的智慧医疗问答系统的组成部分

Fig.1
 

Components
 

of
 

intelligent
 

medical
 

Q&A
 

system
 

based
 

on
 

BERT-BiGRU
 

model

1.2 知识图谱的搭建
知识图谱是一种基于图的数据结构,用于组织和表示知识

领域中的信息,并以结构化的方式描述概念、实体和属性之间

的连接。为了构建知识图谱,采用爬虫技术从专业医疗数据网

站获取大量的非结构化医疗数据,并使用自然语言处理技术对

数据进行清洗、命名实体识别、结构化组织和分类。将处理后

的数据存储在图数据库中,并进行验证、校正和清理,确保数据

的准确性、完整性和一致性[6]。
表1描述了使用Neo4j开源图数据库平台构建医疗知识

图谱的方法和结果。本研究使用py2neo库和Python脚本,构
建了一个Neo4j图数据库,成功地提取了7类实体和10类关

系,并且每个疾病实体都包含8种属性。最终的知识图谱由

44
 

111个节点和294
 

149对关系组成。通过Neo4j构建的医疗

知识图谱部分节点的展示如图2所示。
表

 

1 实体、属性、关系信息表

Tab.1
 

Information
 

table
 

of
 

entity,
 

attribute
 

and
 

relationship

类型 包含内容

实体 Check、Department、Disease、Drug、Food、Producer、Symptom

属性
name、desc、cause、prevent、cure_lasttime、cure_way、
cured_prob、easy_get

关系

belongs_to、common_drug、do_eat、drugs_of、need_
check、no_eat、recommend_drug、recommend_eat、has_
symptom、accompany_with

图2 通过Neo4j构建的医疗知识图谱部分节点的展示

Fig.2
 

Display
 

of
 

some
 

nodes
 

in
 

the
 

medical
 

knowledge
 

map
 

constructed
 

through
 

Neo4j

2 基于BERT和BiGRU的中文关系分类模型
(Chinese

 

relational
 

classification
 

model
 

based
 

on
 

BERT
 

and
 

BiGRU)
2.1BERT-BiGRU模型

BERT-BiGRU模型架构如图3所示,该模型包含输入层、
BERT层、双向GRU层和Softmax输出层。

图3 BERT-BiGRU模型架构

Fig.3
 

Architecture
 

of
 

BERT-BiGRU
 

model
输入层:使用预训练BERT模型加载词Embedding,学习

语言的语义与语法知识,将输入文本序列映射为语义向量序

列。由于输入文本的高级语义信息尚未学习序列信息,所以这

时加入GRU层,可以更方便地学习序列特征。GRU层负责学

习序列特征,通过循环神经网络获得最终隐状态,将其输入

Softmax层,确定最终的关系类型[7]。
BERT层:BERT预训练模型的输出,获得输入文本序列

的语义表达。BERT可以学习语言的语义与语法知识,为
GRU层提供语义丰富的初始化[8]。

双向GRU层:通过接收BERT层的输出,学习输入序列

的语义和顺序特征,并为关系分类判断提供重要信息。GRU
层为输入序列每个元素提供长距离依赖,最终得出隐状态。
Softmax输 出 层:接 收 GRU 层 的 结 果 隐 状 态,通 过

Softmax函数输出最终的关系类型。通过Attention机制优化

分类任务的输入表示,优化后的GRU输出被传入Softmax分
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类层,以输出最终的多分类判断结果。

2.2BERT-BiGRU模型的结构
本研究提出了一种基于BERT-BiGRU的医疗意图识别方

法。BERT是一个具有Transformer结构的预训练语言表示模

型,它利用双向注意力机制学习输入序列的上下文语义信息。
BERT可以动态生成输入词的向量表示,更好地表示同一词在

不同上下文中的不同含义。与静态词向量模型(Word2Vec)相
比,BERT具有更强的上下文感知和词义消歧能力。BERT可

以根据输入序列的上下文动态调整每个词的向量表示,从而在

处理多义词和短语时表现更佳[9]。
BERT通过在大规模未标记语料上进行预训练,学习到通用

的语言知识和语义表示能力,使BERT可以进行迁移学习,大大减

少任务对专有数据的需求,提高模型性能和训练效率[10]。
BERT-BiGRU模型在 BERT的基础上加入 GRU 层。

GRU可以更深入地学习序列的上下文依赖关系,增强模型的

语义理解能力。BERT的词向量输入被用作GRU输入,GRU
输出用于各下游任务(如文本分类和序列标注)。
BERT-BiGRU模型结合BERT强大的上下文语义表示学

习能力和GRU对长距离依赖关系的建模优势,它先用BERT
进行预训练学习泛化语言知识,然后将GRU参数初始化为

BERT输出权重。在下游任务中微调GRU,以实现有效的迁

移学习。
首先,定义一个问句文本序列X,在其前后加入特殊标记

[CLS]和[SEP],具体如公式(1)所示:
X= CLS  x1x2…xn SEP  (1)

其次,将X 输入BERT模型中得到句子的上下文语义,表
示为h。其中:xn 表示句子长度,具体如公式(2)所示:

h=BERT(X) (2)
最后,在BERT模型的基础上添加GRU层,并用于各个下

游任务,如文本分类、序列标注等。这种做法可以进一步增强模

型对长距离依赖关系的建模能力和语义理解能力。同时,由于

BERT提供了输入词向量并学习到了泛化语言知识和语义表示

能力,因此可以有效地进行迁移学习以获得更好的效果。

2.3Encoder层和Decoder层
Encoder和Decoder结构图如图4所示。
使用Transformer模型对BERT模型的编码层进行编码,

具体为使用多层的Self-Attention和前馈神经网络模块实现对

输入序列的高级语义信息的抽象和压缩。通过嵌入层和分段/
位置嵌入层,将输入序列映射为词向量序列,并为每个词赋予

语义信息和位置信息。这种做法可以更好地利用词汇之间的

语义相关性,并提高模型对序列中不同部分的理解能力。使用

LayerNorm层对词向量序列进行归一化,使其均值为0、标准

差为1,从而让模型更易于训练和收敛。使用Self-Attention层

实现序列内部的注意力机制,获得整个序列的上下文信息和词

与词之间的依赖关系。Self-Attention层的输出会经过GELU
函数激活,引入非线性,之后使用 Add

 

&
 

Norm层将Self-
Attention层的输出与输入序列相加,并重新归一化,以便模型

学习输入序列的残差信息。使用前馈神经网络模块进一步抽

象序列信息,得到输入序列的高级语义表达。通过重复使用

Self-Attention和前馈神经网络模块,一般为12~24层,实现了

多层抽象和压缩,从而获得输入序列的高级语义信息和上下文

表示。这种基于Transformer模型的编码层设计,可以有效地

提高BERT模型的性能和泛化能力,并在自然语言处理领域等

任务中取得了重要的进展。

图4 Encoder和Decoder结构图

Fig.4
 

Encoder
 

and
 

Decoder
 

structure
 

diagram

2.4 双向GRU层
GRU通过重置门和更新门控制信息的存储与遗忘,可以

有效解决RNN(循环神经网络)的梯度弥散问题,它仅需要保

留隐状态和候选隐状态两个向量,计算简单、高效。所以,
GRU非常适用于序列建模,可以学习长距离依赖关系。GRU
只包含重置门和更新门两个门控机制,LSTM包含遗忘门、输
入门和输出门三个门控机制,但是GRU简单且高效,只需要维

护两个向量,计算过程简单[9]。
GRU单元结构如图5所示。GRU的更新门和重置门对

应于“z”门和“r”门。

图5 GRU单元结构

Fig.5
 

GRU
 

unit
 

structure
更新门控制前一隐状态的信息流入当前隐状态ht 的量。

更新门的值越大,表示前一隐状态的信息对当前隐状态的影响

越大。更新门可以有效地存储与传递长期依赖信息,但也可能

导致历史无关信息的累积。
重置门控制先前隐状态信息被忽略的量。重置门的值越

小,表示更多无关历史信息被忽略。重置门可以有效地遗忘历

史无关信息,但也可能割断长期依赖关系。
通过更新门和重置门的协同工作,GRU可以在遗忘无关

历史信息和维持长期依赖信息之间达到平衡。更新门确保重

要历史信息得以保留和传递,重置门确保遗忘无关历史信息,
使隐状态仅保留相关信息。更新门和重置门之间的比例关系

决定了历史信息在当前隐状态中的比例,实现了对信息的精细
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控制。公式(3)至公式(6)说明了GRU单元的计算过程。
重置门:

rt=σ(Wr·[ht-1,xt]) (3)
更新门:

zt=σ(Wz·[ht-1,xt]) (4)
候选隐状态:

ht=tanh(Wh·[ht-1·rt,xt]) (5)
隐状态:

 

ht=(1-zt)·ht-1+zt·h't (6)

3 实验与结果分析(Experiment
 

and
 

result
 

analysis)
3.1 实验数据集选择

为了评估本文提出的模型的性能,使用CBLUE中的QIC
数据集对意图识别模型进行实验。意图识别模型使用的是一

个包含病情诊断、病因分析、治疗方案、就医建议、指标解读、疾
病描述、后果表述、注意事项、功效作用和医疗费用等数据的中

文医学意图数据集。该数据集总共包含6
 

931个样本,涵盖医

学领域的很多知识。

3.2 评价指标
为了客观地评价意图识别模型与槽位填充模型的性能,本

研究采用了三个广泛应用的评价指标:精确率(Precision)、召
回率(Recall)与F1值。

精确率是正确识别的标签数与识别出的总标签数之比,反
映模型识别结果的准确度,其计算公式如下:

Precision=
正确识别的标签数
识别出的总标签数×100% (7)

召回率是正确识别的标签数与全部相关标签数之比,反映

模型识别出的相关结果占全部相关结果的比例,其计算公式

如下:

Recall=
正确识别的标签数
全部相关标签数 ×100% (8)

F1值是精确率与召回率的调和平均值,综合考虑了模型

的准确度与覆盖度,其计算公式如下:

F1=2×Precision×Recall(Precision+Recall)×100%
(9)

F1值同时考量了精确率与召回率,它是评价模型性能的

重要指标。一般来说,性能优异的模型具有较高的精确率、召
回率与F1值,因此本研究采用这三个指标评估意图识别模型

的性能。

3.3 实验设置及结果分析
在实验中,采用BERT

 

Base预训练模型,该模型包含

12层的编码器、768个隐藏单元、12个注意头、110
 

MB个参

数。在PyTorch框架下,通过采用GPU加速来搭建意图分类

模型,以提升模型训练的速度和效率。在模型参数设置环节,
将序列长度设定为128。为了进一步优化模型的训练效果,选
用了Adamax优化算法,并设定学习率为2.5e-5,权重衰减为

1e-4。此外,在训练过程中,还采用了线性学习率调度器,旨
在提高模型的最终效果。

为了评估本文提出的BERT-BiGRU模型在意图分类任务

上的性能,选择多种文本分类模型作为基准,包括FastText、
LSTM和Text-CNN,与本文的BERT-BiGRU模型在相同数据

集上进行比较。表2展示了本文提出的模型和其他基线模型

在 Question
 

Intent
 

Classification(QIC)数 据 集 上 的 实 验

结果[7]。

表
 

2 QIC数据集的实验结果

Tab.2
 

Experimental
 

results
 

of
 

QIC
 

dataset

模型 精确率/% 召回率/% F1值/%

Fasttext 70.84 62.15 66.21
LSTM 72.72 68.63 70.61
Text-CNN 73.40 70.23 71.78
BERT-BiGRU 79.22 81.23 79.82

  从表2可以看出,在医疗短文本的意图识别任务上,
LSTM模型和Text-CNN模型的评价指标相近,表现较为稳
定。其中,LSTM模型的精确率和召回率分别达到72.72%和

68.63%,F1值为70.61%;Text-CNN模型的精确率和召回率
分别达到73.40%和70.23%,F1值稍高,达到71.78%。

基于BERT-BiGRU模型的意图识别模型效果要显著优于

LSTM模型和Text-CNN模型。BERT-BiGRU模型的召回率
高达81.23%,精 确 率 达 到79.22%,F1值 最 高 时 达 到

79.82%。这是因为BERT-BiGRU模型在大规模通用数据集
上进行预训练,学习到通用的语言知识和丰富的语义信息。在

Domain
 

Adaptation阶段,BERT-BiGRU模型通过添加分类器
和进行微调,有效迁移预训练的知识用于下游的意图识别任
务,明显提高了模型的泛化能力和语义理解效果。

对于医疗领域的意图识别任务,BERT-BiGRU模型具有
高召回率。高召回率就意味着模型可以正确识别出更多的正
样本,减少漏报的样本数,这对于医疗领域的应用而言至关重
要,因为只有尽可能识别出所有的潜在医疗意图,才能最大限
度地避免遗漏任何医疗相关的词汇或短语。同时,BERT-
BiGRU模型通过其强大的语言表达能力和丰富的上下文语义
信息,可以最大限度地识别出给定文本中的所有医疗相关信
息,进而实现更高的召回率。

实验证明,本文提出的融合模型相比其他基线模型性能更
优,即能更好地表示文本的语义信息和应用于医疗领域的意图
识别任务。

基于BERT-BiGRU模型的智慧医疗问答系统输出结果展
示图(部分)如图6所示,通过头痛问题的举例来看,该系统显
示出较强的理性分析和知识运用能力。首先,系统准确地识别
和概括了两种主要类型的头痛及其特征,展现出对头痛的准确
分类,且对其成因有深入的理解;其次,针对不同的头痛类型,
智慧医疗问答系统提出了具有系统性和针对性的预防和治疗
方案。总之,智慧医疗问答系统在解答头痛相关问题时表现出
较强的知识支撑能力和理性思维能力。这为该系统解答更加
复杂的问题提供了基础与保障。

图6 基于BERT-BiGRU模型的智慧医疗问答系统输出结果
展示图(部分)
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