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摘  要：新药研发存在研发周期长、成本高和成功率低等问题。为了解决这一系列问题，提高早期药物研发效

率，提出一种基于图卷积神经网络的虚拟筛选方法，并利用模型对EGFR(Epidermal Growth Factor Receptor, 表皮

生长因子受体)靶点进行虚拟筛选。首先获取EGFR靶点的相关数据，对其进行数据处理后用于模型训练；随后应用模型

筛选大量化合物，筛选出小分子后，将其与药物分子进行化合物相似性搜索，验证其是否与已知的EGFR药物存在相似

性；同时，将图卷积神经网络(Graph Convolutional Networks, GCN)模型与其他传统机器学习模型进行比较，证明

本研究模型在各项指标中均优于其他模型。实验结果表明，本研究提出的方法具有较好的预测性和准确性，为发现潜在

药物提供了助力。
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Abstract: New drug research and development has the problems of long research and development cycle, high cost and 
low success rate. In order to solve these problems and improve the efficiency of early drug research and development, this 
paper proposes a virtual screening method based on graph convolution neural network, and uses the model to perform virtual 
screening of the EGFR (Epidermal Growth Factor Receptor) targets. Firstly, the relevant data of EGFR targets are obtained 
and used for model training after data processing. After that, the model is used to screen a large number of compounds, and 
after small molecules are screened out, they are searched for compound similarity with drug molecules to verify whether 
they are similar to known EGFR drugs. At the same time, the graph convolution neural network model is also compared with 
other traditional machine learning models, and the proposed model is superior to other models in all indicators. Experimental 
results show that the proposed method has good predictability and accuracy, which facilitates the discovery of potential 
drugs.
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1   引言(Introduction)
随着疾病多样性以及药物耐药性等问题的出现，对新

药的需求日益增加，但是新药研发存在研发周期长、研发成

本高以及成功率低等问题。药物开发是一个昂贵且耗时的过

程，通常来讲，一个新的药物从开始研发到最终上市，需要

花费数十亿美元和10—15 年的时间[1]。在人力、物力投入高和

耗时长的同时，小分子药物最终上市的成功率却只有6.2％，

研发失败的风险比较高[2]。计算机辅助药物设计能够大幅度地
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缩短新药研发的时间，提高新药研发的成功率。传统的药物

筛选方法有分子对接、药效团匹配[3]和相似性搜索[4]等。随着

近年来计算机算力的提升和大数据时代的到来，以机器学习

和深度学习为代表的算法进一步促进了药物研发的进程。

虚拟筛选是一种药物筛选方法，其使用计算机算法和模

型来发现新的生物活性小分子药物。与高通量筛选(HTS)相

比，虚拟筛选具有高效、低成本的特点。虚拟筛选的方法通

常分为两类：基于结构的虚拟筛选和基于配体的虚拟筛选。

在基于结构的虚拟筛选中，算法通过模拟靶点蛋白质与

小分子之间的物理相互作用，计算它们之间的亲和度[5-6]。根

据与结合能相关的亲和度打分函数，对蛋白质和小分子化合

物的结合能力进行评价，最终从大量化合物分子中筛选出结

合方式合理、预测分数较高的化合物，用于后续的生物活性

测试。

在基于配体的虚拟筛选中，通常不需要靶点的信息和结

构，而是收集一系列作用于这个靶点的已知小分子化合物，

从这些已知小分子开始，去发掘这部分小分子的内在结构规

律。根据化合物相似性或者药效团模型在化合物数据库中搜

索能与之匹配的化学分子结构，最后对所筛选出来的化合物

进行实验筛选研究。

近年来，随着计算机计算能力的发展，深度学习[7]被广泛

应用于计算机视觉、自然语言处理、语音识别等领域。由于

各类组学以及生物学数据的积累，深度学习模型已在药物研

发的各个领域崭露头角[8]，并且在一部分领域展现出优于传统

的机器学习模型的优势。

本文从DUD-E中收集了EGFR靶点的活性化合物和诱饵

化合物数据，并对这些化合物数据进行数据处理，将其分割

成训练集和测试集。利用收集好的化合物数据训练图卷积神

经网络[9-10]模型，随后筛选了ZINC数据库中的大量数据，将

筛选出的10 个小分子与DrugBank数据库中收集到的药物数据

做相似性搜索，发现其中4 个小分子与已知EGFR药物分子存

在较高相似性。同时利用相同数据，训练6 个传统机器学习模

型，结果表明GCN模型要优于机器学习模型。实验结果证明

了GCN模型在药物筛选方面具有比较好的预测性和准确性。

2   材料与方法(Materials and methods)
基于图卷积神经网络的药物筛选模型构建流程及方法主

要包括从化合物数据库收集相关数据，对药物数据进行数据

处理和筛选，训练图卷积模型，随后进行药物筛选及对筛选

结果的相似性进行搜索，如图1所示。

图1 实验流程

Fig.1 Experimental Procedures

2.1   数据来源

本研究使用的数据来源于多个公共化合物数据库，包括

DUD-E[11]、ZINC[12]、DrugBank[13]。DUD-E(A Database 

of Useful Decoys: Enhanced)是由美国加州大学旧金山分

校药物化学系的Shoichet实验室提供的数据库(http://dude.

docking.org)，在Target中可以选择想要选择的靶点，下载

actives_final.ism和decoys_final.ism文件，获取对应靶点的

活性化合物和诱饵化合物数据，用于训练模型。ZINC数据库

是目前最大的有机小分子化合物库之一，不少类药分子的前

期虚拟筛选都是基于这个数据库的，数据库中包含9.8亿多个

小分子，根据后续的研究条件和需要设定过滤标准，将小分

子数量锁定在10万个后下载数据文件，用于后续的虚拟筛选。

DrugBank数据库是一个综合的、可自由访问的在线数据库，

包含有关药物和药物目标的信息，在利用模型筛选完ZINC数据

库中下载的小分子后，将筛选出的分子与DrugBank中的药物

分子做相似性搜索，从而验证模型的准确性。

2.2   数据预处理

为了更好地应用来源于DUD-E数据库中的数据集从而构

建一个有效的模型，需要确保活性化合物与诱饵化合物的分

子性质相似。从DUD-E数据库中收集到的化合物数据都有各

个化合物对应的SMILES(Simplified Molecular-Input Line-

Entry System)号。SMILES是一种用文本字符串定义分子

的常用方法，SMILES字符串以既简洁又直观的方式描述了

分子的原子和键。在本研究中，可以利用化学信息学软件包

RDkit，结合化合物的SMILES号，计算出化合物的分子量、

LogP以及形式电荷，通过化合物的这些属性可以比较活性集

和诱饵集的分布。根据活性集和诱饵集的分布，对其进行平

衡，为后续的模型训练做好准备。

2.3   图卷积网络模型

本文使用图卷积神经网络模型来预测分子抑制EGFR的能

力。图卷积神经网络是一类采用卷积操作的图神经网络，属

于图神经网络(Graph Neural Network)[14]的一种。

对于图 ( ),G V E= ，V 为节点的集合， E 为边的集合。

对于每个点 i ，均有其特征 ix ，可以用 N DX × 表示。一个G 中

有3 个比较重要的矩阵：邻接矩阵 A 、度矩阵 D 和特征矩阵

X 。邻接矩阵 A用来表示节点间的连接关系。度矩阵 D 是一

个对角矩阵，每个节点的度指的是其连接的节点数，其中对

角线元素 ii ijj
D A= ∑ 。特征矩阵 X 用于表示节点的特征，

N FX R ×∈ ，其中F 是特征的维度。

深度学习中最重要的是学习特征：随着网络层数的增

加，特征愈发抽象，然后用于最终的任务。对于图任务，深

度模型从最开始的特征 X 出发学习到更抽象的特征。任何一

个图卷积层都可以写成如下非线性函数：

               ( )1 ,l lH f H A+ =                (1)
0H X= 为第一层的输入，其中 N DX R ×∈ ， N 为图的节点

个数， D 为每个节点特征向量的维度， A为邻接矩阵。这里 l
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指的是网络层数， ( )lH 就是网络第 l 层的特征。不同模型的差

异点在于函数 f 的实现不同。

在图学习中，每个节点的新特征就是对该节点的邻域节

点特征进行变换然后求和。其公式为：

            ( ) ( )1 ,l l l lH f H A AH Wσ+ = =           (2)

其中， lW 是学习权重，维度是 1l lF F− × ， ( )σ • 是激活函数，

这是神经网络的基本单元。不难看出，乘以邻接矩阵 A 就相

当于对每个节点都加上了其相应邻域节点的特征。这里存在

两个问题，一是计算节点的新特征时并没有考虑自身的特

征；二是 A 矩阵没有正则化，这可能导致网络训练过程中发

生梯度爆炸或者是梯度消失的问题。对于第一个问题，解决

方法是对每一个节点加上自环，即为 A A I= + 。对于第二个

问题，则是对 A矩阵进行正则化，使其每一行的和都为1，例

如
1 1
2 2D AD

− −
。

图卷积神经网络的最终形式为：

           

( ) ( )
1 1

( 1) 2 2 l llH D AD H Wσ
− −+  

=  
 

 
         

(3)

其中，第 l 层网络的输入为 ( )l N DH R ×∈ (初始输入为 ( )0H X= )；

ii jjj
D A= ∑ 

； ( )l D DW R ×∈ 为待训练的参数；σ 为相应的激活

函数。

2.4   评估标准

本研究使用马修斯相关系数(Matthews Correlation 

Coefficient, MCC)、准确率(Accuracy)、召回率(Recall)和F1

分数(F1-Score)作为评价指标。MCC、Accuracy、Recall及

F1-Score的公式如下：

( ) ( ) ( ) ( )
TP TN FP FNMCC

TP FP TP FN TN FP TN FN
× − ×

=
+ + + +    (4)

          
TP TNAccuracy

TP TN FP FN
+

=
+ + +           (5)

 

               
TPRecall

TP FN
=

+                 (6)

       
21 Precision RecallF Score

Precision Recall
× ×

− =
+       (7)

                   

TPPrecision
TP FP

=
+               (8)

其中，TP 为真正例，表示正类正确预测为正类数；TN 为真

负例，表示负类正确预测为负类数； FP 为假正例，表示负

类错误预测为正类数； FN 为假负例，表示正类错误预测为

负类数。

2.5   Morgan指纹

化合物相似性搜索在化学信息学和新药研发中有着悠久

的历史，许多算法都使用相似性搜索来验证正在研究的新化

合物。

本研究通过计算化合物的Morgan [15 ]指纹(Morgan 

Fingerprints, 摩根分子指纹)来进行化合物相似性搜索。

Morgan指纹是一种圆形指纹，也属于拓扑型指纹，是通过

对标准的Morgan算法进行改造后得到的。Morgan指纹具有

如下优点：计算速度快，没有经过预定义，可以包含手性信

息，指纹中的每个元素代表一种特定子结构，可以方便地

进行分析和解释，可以根据不同的需要进行相应的修改。

Morgan指纹设计的最初目的是用于搜索与活性相关的分子特

征，也可以用于相似性搜索、聚类、虚拟筛选等方向。

3  实验结果及分析(Experimental results and 
analysis)

3.1   虚拟筛选结果

将DUD-E中获取的EGFR的活性化合物和诱饵化合

物数据进行数据处理、整合之后得到542 个活性小分子和

35,050 个非活性小分子，将整合好的数据分割为训练集和验

证集，然后用于GCN模型的训练。

训练好模型后，用模型筛选ZINC数据库中收集的化合

物，将得分最高的10 个小分子取出。筛选出的小分子信息如

表1所示，化学结构如图2所示。

表1 筛选结果

Tab.1 Screening results

SMILES ZINCID POS

O=C(CNC(=O)c1cc(O)ncn1)NCCN1CCOCC1 ZINC000625482982 0.9997

O=C(Cn1cc(NC(=O)c2cc(O)ncn2)cn1)NCCO ZINC000626365175 0.9995

O=C(NCCN1CCNC(=O)C1)c1cc2c(O)ncnc2cn1 ZINC000275344580 0.9994

O=C(NCCN1CCS(=O)(=O)CC1)c1cc(O)ncn1 ZINC000624599984 0.9972

COc1ncnc(OC)c1C(=O)Nc1ccn(CC(N)=O)n1 ZINC000346738578 0.9921

O=C(NCCn1ncnn1)c1cnc2nc(O)nc(O)c2c1 ZINC000338963968 0.9918

COc1ncnc(OC)c1C(=O)NCCN1CCNC(=O)C1 ZINC000272723574 0.9886

COCCNC(=O)CN1CCN(C(=O)c2cc(O)ncn2)CC1 ZINC000623565056 0.9867

CC(=O)N1CCN(C(=O)CCNC(=O)c2cc(O)ncn2)CC1 ZINC000625361044 0.9850

Nc1ncnc2c1ncn2CCC(=O)N1CCN(CCO)CC1 ZINC000666190556 0.9811

图2 得分最高的10 个小分子的化学结构

Fig.2 The chemical structures of the top 10 small molecules

3.2   相似性搜索

本研究通过计算分子的Morgan指纹将筛选结果中的小分

子与DrugBank数据库中下载的药物小分子数据进行化合物

相似性搜索，验证筛选结果是否与EGFR药物分子存在相似

性。首先读入DrugBank数据库中的数据和需要查询相似性的

小分子的SMILES号，然后计算查询分子与数据库分子的分子

指纹，计算相似度并排序，输出相似度最高的前20 个药物分

子，随后在DrugBank数据库中根据相似度最高的20 个药物分

子的DRUGBANK_ID查询其相关信息，看其是否为EGFR药

物分子。
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对筛选结果中的10 个小分子依次进行上述操作，结果显

示4 个小分子与已知的EGFR药物分子存在相似性。相似性搜

索的结果如表2所示。

表2 化合物相似性搜索(EGFR)

Tab.2 Compound similarity search(EGFR)

SMILES ZINCID 相似的EGFR药物

O=C(CNC(=O)c1cc(O)ncn1)NCCN1CCOCC1 ZINC000625482982
DB05424(Canertinib/CI-

1033), DB00317(Gefitinib)

O=C(Cn1cc(NC(=O)c2cc(O)ncn2)cn1)NCCO ZINC000626365175

DB07602(S-{3-[(4-

ANILINOQUINAZOLIN-

6-YL)AMINO]-3-

OXOPROPYL}-L-

CYSTEINE)

O=C(NCCN1CCNC(=O)C1)c1cc2c(O)ncnc2cn1 ZINC000275344580 DB05424(Canertinib)

O=C(NCCN1CCS(=O)(=O)CC1)c1cc(O)ncn1 ZINC000624599984 DB05424(Canertinib)

COc1ncnc(OC)c1C(=O)Nc1ccn(CC(N)=O)n1 ZINC000346738578 无

O=C(NCCn1ncnn1)c1cnc2nc(O)nc(O)c2c1 ZINC000338963968 无

COc1ncnc(OC)c1C(=O)NCCN1CCNC(=O)C1 ZINC000272723574 无

COCCNC(=O)CN1CCN(C(=O)c2cc(O)ncn2)CC1 ZINC000623565056 无

CC(=O)N1CCN(C(=O)CCNC(=O)c2cc(O)ncn2)CC1 ZINC000625361044 无

Nc1ncnc2c1ncn2CCC(=O)N1CCN(CCO)CC1 ZINC000666190556 无

3.3   模型比较

将数据处理后得到的EGFR活性化合物和诱饵化合物数

据应用于六种机器学习模型进行训练，然后与GCN模型进行

比较。七种模型的MCC、Accuracy、Recall、F1-Score结果

如表3所示。结果显示，在四项指标中GCN模型均取得了最

优结果。本数据集存在类别不均衡的情况，在这种情况下，

MCC、F1-Score指标更具有说服力，在这两项指标中，GCN

模型远远优于其他几种模型。

表3 模型性能

Tab.3 Model performance

模型 MCC/% Accuracy/% Recall/% F1-Score/%

GCN(本文模型) 90.42 99.74 84.15 92.62

ET 58.21 99.02 35.70 51.83

LightGBM 53.76 98.92 35.69 49.71

RF 50.89 98.90 28.41 43.29

DT 40.49 98.01 43.21 41.32

GBC 34.67 98.63 19.47 29.68

QDA 29.02 96.45 46.44 27.63

3.4   模型验证

为了防止模型仅对EGFR靶点产生较好的筛选效果，需针

对其他靶点重复实验流程，从而进一步验证模型性能。

这里选择使用DRD3(Dopamine D3 Receptor, 多巴胺受

体D3抗体)靶点进行模型验证。对DRD3靶点进行虚拟筛选和

相似性搜索后得到的结果如表4所示，结果显示筛选出的10 个

小分子中有8 个小分子与已知的DRD3药物分子存在相似性，

证明模型对其他靶点也能产生较好的筛选效果。

表4 化合物相似性搜索(DRD3)

Tab.4 Compound similarity search(DRD3)

SMILES ZINCID 相似的DRD3药物

CN=c1nc(N2CCN(C)CC2)[nH]c(N2CCN(C)CC2)n1 ZINC000343815458
Pardoprunox(DB12061), 

Olanzapine(DB00334)

Cn1cc(CN2CCN(Cc3nc(=N)[nH]c(=N)[nH]3)CC2)cn1 ZINC000436121481 Piribedil(DB12478)

Nc1nc(N)nc(CN2CCN(CC(=O)NC3CC3)CC2)n1 ZINC000102674679 Cariprazine(DB06016)

COc1cc(N2CCN(CCS(N)(=O)=O)CC2)ncn1 ZINC000763938372
Buspirone(DB00490), 

Piribedil(DB12478)

O=C(NCCN1CCS(=O)(=O)CC1)c1cc(O)cc(O)n1 ZINC000667162532 无

NC(=O)CN1CCN(c2cc(-n3cccn3)nc(N)n2)CC1 ZINC000092886618
Piribedil(DB12478), 

Blonanserin(DB09223)

NS(=O)(=O)[C@@H]1CCN(CCn2nc3ccccn3c2=O)C1 ZINC000331804134 Domperidone(DB01184)

Nc1nsc(N2CCN(CCCS(N)(=O)=O)CC2)n1 ZINC000336801277
Buspirone(DB00490), 

Ziprasidone(DB00246)

Nc1nsc(N2CCN(CCN3C(=O)CNC3=O)CC2)n1 ZINC000336844061
Buspirone(DB00490), 

Ziprasidone(DB00246)

CS(=O)(=O)NC1CC(NC(=O)N2CCNC(=O)CC2)C1 ZINC000670177454 无

4   结论(Conclusion)
本研究从DUD-E、ZINC、DrugBank数据库收集得到

所需相关数据，基于图卷积神经网络方法进行虚拟筛选工

作，并后续进行化合物相似性搜索，对模型性能进行验证，

结果显示模型具有较好的预测性和准确性。同时，将本文模

型与传统机器学习模型进行比较，通过十折交叉验证，使用

MCC、Accuracy、Recall及F1-Score指标评估了模型，结果

表明GCN模型优于其他传统机器学习模型，证明图卷积神经

网络结合大数据在药物筛选方面的优越性。基于图卷积神经

网络的虚拟筛选方法提升了早期药物研发工作的效率，为后

续的生物实验及最终发现潜在药物提供了助力。

同时，在研究中也注意到图卷积神经网络在虚拟筛选中

还存在的一些问题。当从DUD-E数据库中下载ACE靶点的活

性化合物和诱饵化合物数据并用于模型训练时，会发现模型

出现过拟合现象，这可能是因为ACE靶点的相关数据量远小

于EGFR靶点的相关数据量，数据量过少导致了过拟合现象的

产生。因此应当注意到，深度学习模型需要一定量的样本用来

训练才能有效避免模型过拟合。为了解决这一问题，在后续的

研究中需要考虑对模型进行改进，以应对小样本学习任务。
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